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In der Schweiz ist das Bundesamt für Statistik (BFS) mit der Produktion der 
Schweizer Arealstatistik beauftragt. Hierzu wird die Bodennutzung und -bede-
ckung durch visuelle Interpretation von Luftbildern erfasst. Dieser Prozess ist 
kostenintensiv und zeitaufwändig. Die Anforderung, die Arealstatistik für die ge-
samte Schweiz in 6 Jahren durchzuführen, bedeutet eine enorme Herausforde-
rung. Um dieses Ziel zu erreichen, wurde ein Tool zur Automatisierung auf der 
Basis künstlicher Intelligenz (ADELE) entwickelt. Eine primäre Integration von 
ADELE in den Erhebungsprozess im Juli 2022 führte bereits zu einer automati-
schen Interpretation von 27 % der Stichprobenpunkte mit einer Genauigkeit von 
über 98 %. Weitere Entwicklungen zur Optimierung des Prozesses sind in Pla-
nung, welche den Anteil der automatisch bearbeiteten Punkte erhöhen sollen, 
ohne die Qualität der Erhebung zu beeinträchtigen.

1	 Einführung

Die vom BFS erstellte Arealstatis-
tik gibt Auskunft über die Nutzung 
und die Bedeckung des Bodens in der 
Schweiz. Sie wird seit 1979 nach den-
selben Modalitäten durchgeführt, wo-
durch sich die zeitliche Veränderung 
der Landschaftsentwicklung verfol-
gen lässt. Damit bildet sie ein unver-
zichtbares Instrument für die langfris-
tige Raumbeobachtung und eine Re-
ferenzgrundlage in Bereichen wie z. B. 
der Landschaftsbeobachtung (BAFU 
und WSL 2017), der Raumplanung 
(ARE 2022) oder der Überwachung 
von Treibhausgasemissionen (Heldstab 
2021). Zugleich stellt sie eine Entschei-
dungsgrundlage für die Politik und 
eine geprüfte und genormte Informa-
tionsquelle für die Forschung und die 
Zivilgesellschaft dar.

1.1	Punktweise Erhebung und  
Interpretationsarbeit

Die Arealstatistik beruht auf einem 
regelmässigen Raster von 4,1 Millio-
nen Stichprobenpunkten, die in einem 
Abstand von 100   m liegen. Im Rah-
men der visuellen Interpretation, wel-
che an photogrammetrischen 3D-Sta-
tionen stattfindet, wird für jeden Punkt 
mit Hilfe von hochaufgelösten Luftbil-
dern die Nutzung und Bedeckung des 
Bodens bestimmt. Des Weiteren ste-

hen Hilfsdaten (amtliche Vermessung, 
digitales Landschaftsmodell, digitales 
Geländemodell, Wohnungs-, Gebäude- 
und Unternehmensregister usw.) zur 
Verfügung, welche bei der Interpre-
tation als Entscheidungshilfe genutzt 
werden können.

1.2	Klassifikation und Zeitreihen

Die Klassifikation umfasst 46 Katego-
rien für die Bodennutzung (land use, 
LU) und 27 Kategorien für die Boden-
bedeckung (land cover, LC). Von den 
1242 denkbaren LU/LC-Paaren sind 
nur 786 Kombinationen semantisch 
möglich. Diese Kombinationen wer-
den in einer Standardnomenklatur in 
72 Kategorien gegliedert.

Seit 1979 wurden vier auf Luftbil-
dern und digitalen Luftbildstreifen 
basierende vollständige Erhebungen 
durchgeführt, welche unterschiedliche 
Zeiträume umfassen: 
–	 1979–1985 (1. Erhebung, verein-

fachte Bezeichnung: 1985)
–	 1992–1997 (2. Erhebung, 1997)
–	 2004–2009 (3. Erhebung, 2009)
–	 2013–2018 (4. Erhebung, 2018)

Eine fünfte Erhebung mit Luftbild-
streifen der Jahre 2020 bis 2026 wird 
aktuell durchgeführt.

1.3	Neue Anforderungen

In den letzten Jahren wurde ein Be-
darf an einem schnelleren Erhebungs-
intervall der Arealstatistik festgestellt. 
Eine Periodizität von 6 Jahren stellt ei-
nen Kompromiss zwischen einer Erhö-
hung der Häufigkeit der Erhebungen 
und deren zeitlichem Abstand dar, wel-
cher eine robuste und aussagekräftige 
Beobachtung von Veränderungen er-
möglicht. In einer Machbarkeitsstudie 
aus dem Jahr 2017 wurde ein Prozess 
entworfen, der sowohl künstliche Intel-
ligenz (KI) als auch die visuelle Inter-
pretation von Luftbildern für eine teil-
automatisierte Klassifikation integriert 
(Picterra Sàrl 2018). Darauf basierend 
wurde ein KI-Tool namens ADELE 
(für Arealstatistik DEep LEarning) 
entwickelt, das auf der Verwendung 
automatischer Lernmethoden aus der 
Technologie des maschinellen Lernens 
beruht. 

2	 Integration eines  
Automatisierungstools in 
den Erhebungsprozess

Die Integration von ADELE in den 
Erhebungsprozess stellte zwei auf den 
ersten Blick widersprüchliche Ziele ge-
genüber: die Beschleunigung des Erhe-
bungsrhythmus und die Erfüllung der 
Qualitätsanforderungen an die statisti-
sche Produktion bei gleichzeitiger Ge-
währleistung der Kontinuität der Zeit-
reihe.

Um die Qualität der Erhebung 
dauernd zu gewährleisten, wurde eine 
Stichprobe von Punkten zur visuellen 
Interpretation festgelegt. Diese Stich-
probe von etwa 1 Million Punkten be-
steht aus drei Blöcken:
–	 Punkte für zukünftige ADELE-

Trainings (ground truth)
–	 Punkte aus seltenen LU- oder LC-

Kategorien (<10 000)
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–	 Punkte für die statistische Über
prüfung der Erhebung (Zufalls-
stichprobe)

2.1	Der Erhebungsprozess

Der Prozess zur Ermittlung der Kate-
gorie beginnt mit einer automatischen 
Änderungserkennung der Bodennut-
zung (LU) am Punkt (Abb. 1). Liegt 
die Wahrscheinlichkeit einer Verän-
derung (1) über einem festgelegten 
Schwellenwert, wird in einem zwei-
ten Schritt eine KI-Klassifikation (2) 
der Bodennutzung am Punkt durchge-
führt. Die automatische Klassifikation 
wird validiert (3), wenn der Punkt nicht 
Teil der Stichprobe von Punkten ist, die 
eine visuelle Interpretation erfordert 
(siehe vorheriges Kapitel) sowie eine 
der weiteren Konditionen erfüllt ist:
–	 es wurde keine Veränderung festge-

stellt (4)
–	 die Wahrscheinlichkeit der neuen 

Klassierung liegt über einem defi-
nierten Schwellenwert (5).

In allen anderen Fällen wird der Punkt 
visuell interpretiert. 

2.2	Daten

Primärdaten
Die digitalen 3D-Luftbildstreifen bil-
den die Referenzdaten zur Bestim-
mung der ground truth durch die In-
terpreten. Um die Datenaufbereitung 
zu vereinfachen, verwendet ADELE 

RGB-Orthofotos (SWISSIMAGE), 
die von swisstopo aus den digitalen 
Bildstreifen aufbereitet werden. 

Satellitendaten 
Weitere Ausgangsdaten für ADELE 
sind interpolierte Jahresdaten, deren 
Grundlage Aufnahmen der Landsat-
Satelliten 5, 7 und 8 mit einer räumli-
chen Auflösung von 30 m sind. Die Sa-
telliten überqueren mit einer Frequenz 
von wenigen Tagen denselben Ort, so-
dass für jedes Jahr zahlreiche Aufnah-
men vorhanden sind. Für diese Inter-
polation (Abb. 2) wird jedem Pixel ei-
ner jeden Aufnahme die Information 
zu den folgenden 12 Parametern ent-
nommen:
–	 die Spektralbänder Rot (R), Grün 

(G) und Blau (B)
–	 nahes Infrarot (NIR)
–	 kurzwelliges Infrarot (SWIR1 und 

SWIR2)
–	 thermisches Infrarot (TIR)

–	 normierter differenzierter  
Vegetationsindex (NDVI)

–	 normierter differenzierter Wasser
index (NDWI)

–	 Messwerte für Boden (brightness), 
Vegetation (greenness) und die In-
teraktion von Boden und Kronen-
dachfeuchte (wetness, tasseled cap 
indices, Crist und Cicone 1984)

Die Information jedes Parameters von 
jedem Pixel wird unabhängig auf der 
Ordinate gegen die Zeit für das Refe-
renzjahr aufgetragen. Zusätzlich wer-
den die Informationen des vorherigen 
und des folgenden Jahres dargestellt. 
Anschliessend erfolgt die Interpolation 
durch die Zeitreihe mittels einer linea-
ren Regression, angewandt auf ein Poly-
nom erster Ordnung und einer trigono-
metrischen Transformation. Für jeden 
Parameter haben wir ein Modell erstellt, 
dem 10 Punkte, welche in regelmässigen 
Abständen innerhalb des Referenzjah-

Abb. 1. Erhebungsprozess der Arealstatistik. ADELE-Teilprozesse sind blau dargestellt.
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Abb. 2. Modellierung der 10 zu erwartenden Satellitendaten für das ausgewählte Jahr unter 
Einbeziehung der Daten aus dem vorhergehenden und dem folgenden Jahr. Für jeden  
Parameter werden 10 äquidistante Punkte ausgewählt. 
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res liegen, entnommen werden. Insge-
samt ergeben sich 120 Datenpunkte (12 
Parameter mit je 10 modellierten Mess-
werten), welche die zeitlichen Verände-
rungen innerhalb des angepassten Jah-
res am Stichprobenpunkt repräsentie-
ren. 

Altimetrische Daten
Auf der Grundlage von zwei topogra-
phischen Modellen werden für jeden 
Stichprobenpunkt mehrere Metriken 
extrahiert. Aus dem Oberflächenhö-
henmodell werden Höhe, Neigung und 
Orientierung entnommen, während die 
Vegetationshöhe, lokale Variationsin-
dizes sowie Homogenitäts- und Kont-
rastindizes aus dem digitalen Vegetati-
onshöhenmodell ermittelt werden. Die 
räumliche Grundlage der Berechnung 
dieser Metriken ist eine Grauwerte-
matrix, welche ein lokales Fenster von 
50 × 50 m definiert.

Vektorielle Hilfsdaten
Neben den oben erwähnten Daten wer-
den von ADELE auch Daten aus vek-
toriellen Informationslayern verwendet 
(Tab. 1). Werte von Variablen werden 
direkt aus den Layern extrahiert. Die 
bisher betrachteten Vektorlayer sind 
ausschliesslich Polygonlayer. Für jeden 
Stichprobenpunkt wird der Wert jedes 
Attributs durch Verschneiden der Poly-
gone mit den Koordinaten des Stichpro-
benpunkts ermittelt. Die kategorialen 
Variablen werden in eine binäre Form 
überführt (One-Hot-Encoding).

Gewichtung von Trainingsdaten
Für das Trainieren der Modelle werden 
die Daten aus 4,1 Millionen Stichpro-
benpunkten der vierten Erhebung der 
Arealstatistik verwendet. Die Klassen 
LU und LC sind nicht einheitlich ver-
treten. So enthält die am besten reprä-
sentierte Klasse 1,4 Millionen Punkte, 
während 55 % der restlichen Klassen 
der Bodennutzung und 22 % der restli-
chen Klassen der Bodenbedeckung we-
niger als 10 000 Punkte umfassen.

Um die Häufigkeitsdifferenz der 
Klassen auszugleichen, wurde ein stra-
tifizierter Stichprobenplan entwickelt. 
Von den 872 169 ausgewählten Punkten 
wurden 40 % zufällig dem Training und 
je 20 % zufällig dem Testen, der Kalib-
rierung und der Genauigkeitskontrolle 
zugeteilt.

2.3	Architektur des Klassifikations­
moduls

ADELE ist ein mit Python program-
miertes Tool, das neben der Verwal-
tung von statistischen Modellen auch 
Module zur Datenaufbereitung und 
-verwaltung vereint. Es besteht aus 
zwei Haupt-KI-Komponenten, wo-
von die erste ein Convolutional Neu-
ral Network (CNN) und die zweite ein 
Random Forest (RF) ist (Abb. 3). 

Das CNN ermöglicht die Extrak-
tion von Informationen aus Luftbildern. 
Hierfür verwendet es ein Xception-Mo-
dell, das mithilfe von ImageNet vortrai-
niert und über die Bibliothek tensor-
flow-keras implementiert wird (Abadi 
et al. 2015). In ADELE wird das Mo-
dell justiert (fine tuned), indem als Da-

tenquelle die Luftbilder (200 x 200 Pixel 
Patches, RGB) der vierten Erhebung 
der Arealstatistik verwendet werden. 
Zwei separate Modelle, eines für LU, 
das andere für LC, werden trainiert. Je-
des der Modelle liefert für jeden Punkt 
einen Wahrscheinlichkeitsvektor (an 46 
Stellen für LU, an 27 Stellen für LC).

Die RF-Komponente verbessert 
die vom CNN erzeugte Klassifikation 
durch die Integration von Hilfsdaten-
quellen (Jordan 2020). Hierzu werden 
im ersten Schritt für jeden Stichpro-
benpunkt die in Kapitel 2.2 beschrie-
benen Satelliten-, altimetrischen und 
Vektordatenvariablen mit den vom 
CNN erzeugten Vektoren verknüpft. 
Darauf basierend werden je ein Modell 
für die LU- und für die LC-Klassifika-
tion erstellt. 

Tab. 1. Liste der von ADELE verwendeten Vektordaten.

Vektordaten Datenstand Anzahl 
Punkte

in %
der CH

Amtliche Vermessung (AV) Bodenbedeckung 2020 3 738 ‘462 90

Topografisches Landschaftsmodell (TLM)  
Bodenbedeckung

2012–2019 2 875 322 69

Topografisches Landschaftsmodell (TLM)  
Nutzungsareale

2012–2019 74 272 2

Landwirtschaftliche Nutzungsflächen (LNF) 2020 1 130 450 27

Bauzonen 2017 233 993 6

Landwirtschaftliche Zonengrenzen 2019 4 128 433 99

Biogeografische Regionen 2004 4 128 403 99
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Abb. 3. Architektur des ADELE-Klassifikationsmoduls: Eine erste Klassifikation des  
Luftbildes erfolgt mittels CNN, das auf einem mit Hilfe von Image Net vortrainierten 
Xception-Netzwerk basiert und anschliessend mit den Daten früherer Erhebungen der 
Arealstatistik (ground truth) justiert (fine tuned) wird. Der vom CNN produzierte  
Wahrscheinlichkeitsvektor wird danach an einen RF-Algorithmus weitergeleitet, der  
die aus dem Bild abgeleiteten Informationen mit Hilfsdaten kombiniert. 
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mögliche Unsicherheit bei der Klassifi-
kation von ähnlichen Kategorien (z. B. 
Wiese und Weide). Diese Unsicherheit 
konnte jedoch aus den früheren Erhe-
bungen nicht genau quantifiziert wer-
den und wurde deswegen nach freiem 
Ermessen geschätzt. Angesichts des-
sen wurde eine Zielgenauigkeit von 
2 % festgelegt, d. h. 2 % der Punkte 
dürfen fehlerhaft sein. Dies entspricht 
der Wahl eines Schwellenwerts am 38. 
Perzentil, was bei 72 520 automatisier-
ten Punkten 1459 falsch negative Er-
gebnisse ergibt (Abb. 4). Betrachtet 
man nur die Veränderungen, so ma-
chen diese 1459 Punkte 4,59 % aller 
beobachteten Veränderungen (ground 
truth) aus den 174 156 Punkten der Ba-
sisstichprobe aus.

3.2	Ergebnisse der fünften  
Erhebung für den Kanton Genf

Die fünfte Erhebung für den Kan-
ton Genf wurde zwischen Januar und 
Juni 2022 durchgeführt. Um die Qua-
litätsanforderungen der öffentlichen 
Statistik zu erfüllen (KORSTAT und 
BFS 2012), wurden die Daten des Kan-
tons Genf, mit Ausnahme der im Gen-
fersee lokalisierten Punkte, vollstän-
dig von Experten klassifiziert. Somit 
kann überprüft und sichergestellt wer-
den, dass die Verwendung von Ortho-
fotos mit einer höheren Auflösung als 
die für das Modelltraining verwende-
ten Orthofotos keine Verzerrungen 
verursacht. Von den 24 927 interpre-
tierten Punkten wurde bei 684 Punkten 
eine Änderung der Klassierung vor-
genommen, die nicht auf eine tatsäch-
liche Änderung im Feld, sondern auf 
einen anderen Grund zurückzuführen 
war (Änderung der Position des Punk-
tes, falsche oder ungenaue frühere 
Klassierung). Die verbleibenden 24 243 
Punkte wurden für eine detaillierte 
Analyse ausgewählt. Eine Änderung 
der Klassierung für LU und/oder LC 
zwischen der vierten und fünften Erhe-
bung wurde bei 3018 Punkten festge-
stellt, was 12,4 % der Beobachtungen 
entspricht. 

Bei der Simulation der Verwen-
dung von ADELE zur Erkennung 
von Nicht-Veränderungen, welche an-
hand der Daten der vierten Erhebung 
ermittelt wurde (siehe vorheriges Ka-
pitel), wären 11 026 Punkte (oder 

Erhebung haben gezeigt, dass die Er-
kennung von Nicht-Veränderungen 
genauer ist, wenn nur die Punkte be-
rücksichtigt werden, für die auch eine 
automatische Klassifikation keine Ver-
änderung ermittelt hat. Daher wird die 
Erkennung von Nicht-Veränderungen 
nur dann für eine automatische Klas-
sifikation verwendet, wenn die Klassie-
rungsvorhersage für die aktuelle Peri-
ode (N) mit der tatsächlichen Klassie-
rung in der vorherigen Periode (N-1) 
identisch ist. Unter Anwendung dieses 
Prinzips auf eine Teststichprobe von 
174 156 Punkten können 85 851 Punkte 
potenziell als Kandidaten für die Er-
kennung von Nicht-Veränderungen be-
trachtet werden (Abb. 4). Die Genau-
igkeitsschwelle für die Anwendung der 
automatischen Nicht-Veränderungser-
kennung verwendet das in Abbildung 
4 beschriebene Prinzip: Berücksichtigt 
man die 62 % der Punkte mit der höchs-
ten Wahrscheinlichkeit einer Nicht-
Veränderung, so werden 72 520 Punkte 
vom Algorithmus herausgefiltert (als 
Nicht-Veränderung behandelt).  Ana-
lysen früherer Erhebungen zeigen eine 

Ein drittes RF-Modell wird unabhän-
gig von den beiden anderen RF-Mo-
dellen für die Erkennung von Ände-
rungen trainiert. Als Eingabe wird die 
Differenz der vom CNN-Modul auf 
der Grundlage der Luftbilder der letz-
ten und der aktuellen Erhebung er-
zeugten LU- und LC-Vektoren und 
die Hilfsdaten genutzt. Der Ausgabe-
vektor besteht aus zwei Positionen, die 
der Wahrscheinlichkeit einer Verände-
rung und der Wahrscheinlichkeit einer 
Nicht-Veränderung für jeden Punkt 
entsprechen.

3	 Ergebnisse

3.1	Genauigkeit der Erkennung von 
Nicht-Veränderungen

Änderungen sind definiert als Unter-
schiede der Kombination der Katego-
rien für die Bodenbedeckung und/oder 
Bodennutzung zwischen zwei aufein-
anderfolgenden Erhebungen. Tests mit 
den Daten aus der dritten und vierten 

Anzahl der ge�lterten unveränderten Punkte und der ge�lterten Änderungen
in Bezug auf eine Wahrscheinlichkeitsschwelle für 175'156 Testpunkte
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31'262 Punkte

1459 ge�lterte Änderungen 
(Genauigkeit: 97,99%, 4,59% 
aller Änderungen)

152 ge�lterte Änderungen
(Genauigkeit: 99,51%, 0,48%
aller Änderungen)

Abb. 4. Verteilung der Anzahl der gefilterten Punkte im Verhältnis zur Genauigkeit der 
Nicht-Veränderungs-Erkennung. Aus einer Stichprobe von 174 175 Punkten wurden die
jenigen 85 851 Punkte ausgewählt, bei denen die LU- und die LC-Klassifikation für die  
Erhebung im Referenzjahr (N) und dem vorhergehenden Jahr (N-1) identisch waren. 
Diese Punkte sind nach der Wahrscheinlichkeit von Nicht-Veränderungen geordnet. Sie 
werden kumulativ durch die blaue Kurve dargestellt (all filtered points). Die orangefarbene 
Kurve stellt die Anzahl der falsch negativen Punkte dar, d. h. der Punkte, deren Klassierung 
sich tatsächlich gemäss der «ground truth» geändert hat, bei denen die Änderung aber  
von ADELE nicht erkannt wurde. 
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Wasserflächen) zeigte sich, dass die 
drei von ADELE nicht erkannten Ver-
änderungen mit den Regimen der Seen 
und Flüsse zusammenhängen. So wur-
den manche Stellen bei Hochwasser zu 
Fliessgewässern und bei Niedrigwas-
ser zu Wasserflächen. Die Unterschei-
dung zwischen den beiden ist nur für 
Experten möglich, die die erweiterte 
Umgebung des Punktes (mehrere hun-
dert Meter) berücksichtigen, während 
ADELE auf die nähere Umgebung 
(50 × 50 m) beschränkt ist. 

den. Zu diesen Veränderungen ist anzu-
merken, dass die Bilder in der vorherge-
henden Erhebung während einer Som-
merperiode aufgenommen wurden, die 
Bäume also belaubt waren. Die Bilder 
der aktuellen Erhebung hingegen wur-
den während der laubfreien Zeit auf-
genommen. Diese Voraussetzung er-
schwert einen Vergleich zwischen den 
Erhebungen auch für Experten.

Bei der Analyse der Veränderun-
gen zwischen den Paaren 401/61 (Seen / 
Wasser) und 402/61 (Flüsse, Bäche / 

44 % der Punkte) automatisiert wor-
den, einschliesslich 134 falsch negati-
ver Punkte, was einer Genauigkeit von 
1,2 % und einer Fehlerrate bei der Er-
kennung von Veränderungen von 4,4 % 
entspricht.

Auf der Grundlage der Analy-
sen mit den vorgeschlagenen Schwel-
lenwerten zeigt eine Hochrechnung 
für die gesamte Schweiz, dass mit dem 
Modul zur Änderungserkennung etwa 
27 % der Punkte behandelt werden 
können, wobei eine Genauigkeit von 
über 98 % gewährleistet bleibt.

Die Analyse der Ergebnisse aus 
Genf bestätigt, dass es für einige LU/
LC-Paare möglich ist, ADELE für  
die automatische Änderungserkennung 
ohne Qualitätseinbussen zu verwenden. 
So wird die automatische Änderungser-
kennung heute für LU/LC-Paare akti-
viert, bei denen mit dem Tool ADELE 
die Erkennung von mindestens 90 % 
der Änderungen garantiert werden 
kann, sofern die Fehlerquote für alle 
Punkte des Paares unter 2 % bleibt.

Veränderungen und Fehlerquoten 
nach LU/LC-Kombinationen 
Auf der Grundlage einer Genauigkeits-
schwelle, die anhand des 38. Perzentils 
der von ADELE als unverändert inter-
pretierten Punkte bestimmt wurde, er-
folgte eine Analyse der Ergebnisse für 
LU/LC-Paare. Es wurden nur Paare be-
rücksichtigt, die durch 100 oder mehr 
Punkte repräsentiert wurden. Die Er-
gebnisse sind in Tabelle 2 (im Vergleich 
zur Klassifikation der vorhergehenden 
Erhebung (N-1)) und Tabelle 3 (im 
Vergleich zur Klassifikation der aktuel-
len Erhebung (N)) dargestellt.

Die Genauigkeit der Erkennung 
von Nicht-Veränderungen ist nicht für 
alle LU/LC-Kombinationen einheitlich 
(Tab. 2 und 3). Eine genauere Ansicht 
der von ADELE nicht erkannten Ver-
änderungen zeigte jedoch, dass es sich 
in der überwiegenden Mehrzahl der 
Fälle um Veränderungen zwischen zwei 
sehr ähnlichen Klassen handelte, die 
sich nur durch subtile Kriterien (BFS 
2019) unterschieden. 

Dies ist zum Beispiel der Fall für die 
Kombination 301/41 (Waldbestände / 
Dichte Baumbestände) in der vorher-
gehenden Erhebung, von der 18 von 21 
Fällen in der aktuellen Erhebung zu der 
Kombination 303/44 (Holzeinschlag / 
Lichte Baumbestände) verändert wur-

Tab. 3. Automatisiertes (gefiltertes) Punktepotenzial und Fehlerquote von ADELE im  
Vergleich zur visuellen Interpretation, gemäss der LU/LC-Klassifikation der aktuellen  
Erhebung (N). Für weitere Informationen siehe Legende der Tabelle 2.

LU5 LC5 Gesamt Ände-
rungen

Gefilterte 
Punkte

Gefilterte Veränderungen Fehlerquote (%) 
auf die gesamte

LU/LC-
Kombination

Anzahl Verände
rungen (%)

221 21 6673 100 4657 2 2.0 0.0

301 41 2488 12 1506 0 0.0 0.0

122 11 1264 26 670 1 3.8 0.1

223 21 800 117 177 3 2.6 0.4

222 21 870 314 72 22 7.0 2.5

103 11 448 12 133 2 16.7 0.4

401 61 352 3 158 0 0.0 0.0

103 12 344 7 184 0 0.0 0.0

105 12 361 14 154 0 0.0 0.0

402 61 342 20 169 3 15.0 0.9

105 11 255 14 71 0 0.0 0.0

Tab. 2. Anzahl der potenziell automatisierten (gefilterten) Punkte und Fehlerquote von 
ADELE im Vergleich zur visuellen Interpretation, gemäss der LU/LC-Klassifikation der 
vorhergehenden Erhebung (N-1). Die Paare in Grün und Orange wurden als Kandidaten 
für die Aktivierung der automatischen Änderungserkennung ausgewählt. Die Werte in Rot 
überschreiten die festgelegten Schwellenwerte (siehe auch Kap. 3.1).

LU4 LC4 Gesamt Ände
rungen

Gefilterte 
Punkte

Gefilterte Veränderungen Fehlerquote (%) 
auf die gesamte

LU/LC- 
Kombination

Anzahl  Verände
rungen (%)

221 21 7153 580 4677 22 3.8 0.3

301 41 2579 103 1527 21 20.4 0.8

122 11 1294 56 673 4 7.1 0.3

223 21 875 192 184 10 5.2 1.1

222 21 684 128 51 1 0.8 0.1

103 11 488 52 133 2 3.8 0.4

401 61 376 27 161 3 11.1 0.8

103 12 371 34 186 2 5.9 0.5

105 12 362 15 154 0 0.0 0.0

402 61 335 13 168 2 15.4 0.6

105 11 260 19 72 1 5.3 0.4
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4	 Schlussfolgerung  
und Ausblick

Die Integration von künstlicher Intel-
ligenz ermöglicht es heute, Arbeits-
prozesse zu optimieren. ADELE ist 
das erste KI-Tool, das im BFS produk-
tiv eingesetzt wurde, was dazu führte, 
dass zahlreiche Fragen technischer und 
methodischer, aber auch ethischer Art 
wie zum Beispiel das Ersetzen des In-
terpreten durch ADELE beantwortet 
werden mussten. Parallel dazu konnte 
das BFS durch die Entwicklungen mit 
Partnern aus der Forschung und dem 
Privatsektor neue Kompetenzen er-
werben. 

ADELE befindet sich allerdings 
noch in der Anfangsphase. Zur Op-
timierung der Methoden, die zur Be-
stimmung des Schwellenwerts pro 
Klasse und pro LU/LC-Kombination 
eingesetzt werden sollen, sind weitere 
Analysen erforderlich, einerseits zur 
Erkennung von Nicht-Veränderungen, 
andererseits zur direkten Klassierung.  

Darüber hinaus zeigten Beobach-
tungen im Kanton Waadt während 
der fünften Erhebung, dass es nütz-
lich ist, die ADELE-Vorhersagen eng 
mit den im Rahmen der Agrarpolitik 
erhobenen Daten zu verknüpfen, um 
Einschränkungen bei der Automati-
sierung für schwierige landwirtschaft-
liche Klassen differenziert zu gestal-
ten. Ganz allgemein wird die verstärkte 
Nutzung von Hilfsdaten im Automati-
sierungsprozess sowohl für die Homo-
genisierung von Datensätzen als auch 
für die Erkennung komplexer Situatio-
nen nützlich sein.

Doch selbst wenn die ersten po-
sitiven Erfahrungen mit ADELE die 
Entwicklung neuer Werkzeuge und die 
Gewinnung neuer Informationen na-
helegen, kann die künstliche Intelli-
genz nur mit Referenzdaten funktio-
nieren. Ausserdem ersetzt ein Werk-
zeug wie ADELE (noch) nicht die 
Komplexität des menschlichen Den-
kens. Daher wird die Rolle des Men-
schen noch lange unersetzbar bleiben, 
wenn es darum geht, zuverlässige In-
formationen über den Zustand und die 
Entwicklung der Bodennutzung und 
-bedeckung zu liefern.

Abstract
Integration of Artificial Intelligence in the Swiss Land Use Statistics
In Switzerland, the Federal Statistical Office (FSO) is in charge of producing the 
Swiss land use statistics. For this purpose, land use and land cover are determined 
through visual interpretation of aerial photographs. Considering the requirement 
to produce the statistics for the whole of Switzerland within 6 years, the interpre-
tation work represents an expensive and time-consuming challenge. In order to 
“meet” the requirement, the artificial intelligence-based automation tool ADELE 
was developed. A primary integration of ADELE into the survey process in July 
2022 already resulted in an automatic interpretation of 27% of the sample points 
with an accuracy of over 98%. Further developments aim to increase the number 
of points that are automatically processed without compromising the quality of the 
survey.

Keywords: land use, land cover, statistic, artificial intelligence, Convolutional Neu-
ral Network, satellite data, aerial photographs
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